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Resumo 

A detecção de defeitos em pavimentos é parte essencial 

do sistema de manutenção de estradas, e pode ser 

realizada por meio de sistemas automatizados. Esses 

métodos automáticos utilizam-se da análise 

computacional de imagens e vídeos. Este trabalho teve 

como objetivo investigar o aprendizado de máquina para 

o processamento de imagens por meio de redes neurais 

convolucionais. 

Introdução 

Algoritmos de aprendizado de máquina, utilizando 

imagens de defeitos como entradas para algoritmos de 

classificação têm sido estudados. Redes Neurais 

Convolucionais (CNN) têm se mostrado como uma 

alternativa para resolução dos problemas de visão 

computacional, devido à sua capacidade de extrair 

características diretamente dos dados brutos das 

imagens. A abordagem utilizada para este trabalho foi o 

aprendizado por transferência, comparando o 

desempenho de diversos modelos pré-treinados, como 

VGG, MobileNet, ResNet. 

Material e Métodos 

Como método de avaliação do treinamento das redes 

neurais foi utilizado o cross-validation para poder construir 

o intervalo de confiança para a acurácia dos modelos, 

podendo assim compara-los estatisticamente, para 

treinamento dos modelos foi utilizada uma base de dados 

com 533 imagens de pavimentos onde 200 são imagens 

sem defeitos e 333 são imagens com defeitos.  

Resultados e Discussão 

Dois experimentos para a classificação de defeitos em 

pavimentos foram conduzidos: um parcial (experimento 

A), para identificar se as imagens tinham ou não defeitos, 

e outro para classificar o tipo de defeito (experimento B), 

incluindo imagens sem defeitos. Antes do treinamento, 

identificamos um desbalanceamento entre as classes, o 

que poderia afetar os resultados. 

No experimento A, os modelos apresentaram 

desempenhos de acurácia média de 0.98 com 0.02 de 

desvio padrão, com um exemplo mostrado na Figura 1a, 

exigindo menos tempo de treinamento. No entanto, parao 

experimento B, as redes VGG16 e VGG19 se 

destacaram, embora ainda enfrentem dificuldades para 

diferenciar certos defeitos, como o caso do tipo de defeito 

remendo mostrado na Figura 1b. 

Figura 1. Matriz confusão obtida através do treinamento da MobileNet 
para experimento A (a), Matriz confusão obtida através do treinamento 
da VGG19 para o experimento B (b) 

 

Conclusão ou Conclusões 

A MobileNet foi considerada a mais eficaz no experimento 

A por ser mais simples e leve, já que todos os modelos 

tiveram desempenho semelhante. No caso do 

experimento B, a VGG16 e a VGG19 se destacaram, mas 

a VGG16 foi considerada a melhor por ser mais simples. 
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