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Resumo

O processamento de imagens de sensoriamento remoto é um processo complexo e
que resulta em uma enorme quantidade de dados de dificil conversdo em
informacéo util para a pesquisa cientifica, no entanto, essas informa¢cdes podem ser
refinadas utilizando métodos de reducdo de dimensionalidade quando sé&o
armazenadas em bancos de dados relacionais. O objetivo desse artigo € analisar
métodos para reducdo de dimensionalidade de bancos de dados relacional e aplicar
esses métodos de reducdo em bancos de dados onde foram armazenados estes
tipos de informacéo. Neste estudo foram estudados trés métodos de reducédo e por
meio do software R foram aplicadas funcfes de reducdo de dimensionalidade em
um banco de dados, obtido por meio da segmentacdo da imagem LandSat- OLI 8.
Apds a comparacao das caracteristicas de cada método foi definido qual o melhor
método para se utilizar. O método que proporcionou melhor reducdo de
dimensionalidade foi a Analise de Componentes Principais, por apresentar reducéo
de mais de 50% do banco de dados.

Introducéo

A obtencao de informagdes ou novos conhecimentos de banco de dados relacional,
gerados pelo processamento de imagens de sensoriamento remoto € complexo,
principalmente, devido ao grande volume de dados armazenado nos mesmos
(BINGHAM; MANNILA, 2001).

A grande quantidade de dados armazenados gera a necessidade de
desenvolver novos métodos e ferramentas que possam transformar, de maneira
inteligente e automatica, os dados processados em informacOes Uteis e
conhecimento (KUMAR; STEINBACH; TAN, 2009).

Para a escolha de métodos para reducédo de dimensionalidade devem ser
avaliadas as caracteristicas que os métodos possuem e quais proporcionarao
melhor desempenho para a reducdo de dimensionalidade. (VAN DER MAATEN;
POSTMA; VAN DEN HERIK, 2009).

Este artigo tem por objetivo analisar métodos para reducdo de
dimensionalidade de bancos de dados relacional, aplicar esses métodos em



imagens obtidas por sensoriamento remoto e analisar qual método gera uma
reducdo maior na dimensionalidade dos dados.

Materiais e Métodos

Neste trabalho foi utilizado um banco de dados obtido por meio da segmentacéo da
imagem LandSat- OLI 8, obtida no dia 7 de julho de 2015. Os dados foram cedidos
pelo Departamento de Geografia da Universidade Estadual de Ponta Grossa -
UEPG.

Utilizou-se de trés tipos de métodos de reducdo. O primeiro foi a analise dos
componentes principais, para selecdo dos descritores mais relevantes. O segundo
método foi o escalonamento multidimensional, obtendo-se os dados em forma
bidimensional. E o terceiro, e ultimo método, foi 0 método Locally Linear Embedding.

Foi utilizado o Software R, com implementac&o de scripts com as funcdes dos
meétodos. As bibliotecas utilizadas foram stats, Mvar.pt e lle.

Para a aplicacdo do método de Componentes Principais € necessario
preparar os dados para analise, deixando os descritores ha mesma escala, ou seja,
realizar a normalizacdo dos dados, nessa pesquisa a normalizacdo dos dados é
resultante da média e desvio padrdo. Apds a normalizagdo, o processo da Andlise
de Componentes principais péde ser aplicado a matriz de dados obtendo-se assim
um novo conjunto de dados com os componentes principais.

Para o método de Escalonamento Multidimensional ser aplicado é necessario
medir as dissimilaridades entre os dados, nessa pesquisa as dissimilaridades sao
obtidas através da distancia Euclidiana, a mais popular para esse tipo de aplicacao.
Com as dissimilaridades calculadas o método pdde ser aplicado, resultado em um
gréafico bidimensional.

O primeiro passo para a aplicacdo do método Locally Linear Embedding &
encontrar os vizinhos mais proximos de cada descritor no conjunto de dados, apés
iSso é necessario expressar cada descritor com uma combinacéo linear dos outros
descritores e encontrar as coordenadas de cada objeto no espaco p-dimensional. O
método foi aplicado com diferentes ndmeros de vizinhos mais préoximos, sendo
escolhido o layout que apresentou o melhor resultado visualmente (oito vizinhos).

Resultados e Discusséo

Com base no resultado obtido pela técnica de Componentes Principais, foi
encontrado o nivel de relevancia dos autovetores e seus respectivos descritores,
permitindo que 70 (setenta) descritores fossem analisados a partir das trinta e trés
primeiras Componentes Principais, com mais de 90% de variabilidade. As
Componentes Principais ndo selecionadas do trinta e quatro a setenta
representaram menos que 6% da variancia total.
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Figura 1- Variancia dos componentes principais
Fonte: As autoras.

O gréfico na Figura 1 apresenta a variancia para cada componente, onde é
possivel perceber que as trinta e trés primeiras componentes garantem a
variabilidade de 90,93%, desta forma, ndo € necessério analisar toda a informacéo,
mas somente os descritores de variabilidade relevantes. Com este método, o
namero de Componentes Principais foi reduzido de setenta descritores para trinta e
trés descritores, formando um novo conjunto de dados menor que 50% do tamanho
do conjunto de dados original.

O resultado obtido através do método de Escalonamento multidimensional
esta representado, de forma bidimensional, no grafico da Figura 2 que representa a
disposicéo espacial dos descritores em funcéo de seu grau de semelhanca.
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Figura 2- Projecdo do Escalonamento Multidimensional
Fonte: As autoras

E possivel perceber que aproximadamente quarenta descritores possuem
dissimilaridades em relacédo aos demais e 0s outros trinta descritores possuem um
alto grau de similaridade, ou seja, podem ser representados através de descritores
semelhantes. Sendo assim, pode-se reduzir o banco em aproximadamente 43% do
tamanho do conjunto de dados original.

A figura 3 apresenta um exemplo de projecdo multidimensional usando o
método Locally Linear Embedding (LLE), as coordenadas desses espacos de
incorporacgao estéo relacionadas a atributos significativos do conjunto de descritores.
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Figura 3- Mapeamento de descritores por meio de LLE
Fonte: As autoras

Por meio desse método ndo € possivel perceber o quanto o conjunto de
dados original foi reduzido, mas € possivel notar, comparando a Figura 3 com a
Figura 4, que a quantidade de descritores no espaco de incorporacdo nao € tao
reduzida em relacdo a quantidade de descritores iniciais.

=] O &0 Qoo
- @:@) @®oo O % @80 o8 &8 o
_ 8 B@®0o00 o
© 2 o8 g o . 3 0080
o goo o o @ 0B, 00 O VE
_ ® &0 =]
© o o o, P g o o o
8o & %q o
(=T s @ o0 0% [®] =
~ 000 oog oo o
o ° oo(@@o&o co % o0 % 8 o8
o~ o oo ° ]
oY 7 o o B TR0
o o0 B <
o cog © O?% =] @9006555% 8%0
I I I I
0 50 100 150

Figura 4- Descritores iniciais no espaco de incorporacéo
Fonte: As autoras

Conclusdes

Existem diversos métodos para reducdo de dimensionalidade de bancos de dados
relacionais. O método de Analise de Componentes Principais é um método classico
gue concentra a informacéo presente em uma colecdo de descritores iniciais, em
uma nova colecdo de descritores, sem perder informacao relevante. (JOLLIFFE,
2002). O novo conjunto de dados, com dimensdo reduzida, é formado pelas
componentes principais.

O método de Escalonamento Multidimensional € uma técnica para a analise
de dados de similaridade ou dissimilaridade de um conjunto de descritores. O
escalonamento multidimensional tenta modelar os dados como distancias entre
pontos em um espaco geométrico, de forma que permita descobrir as similaridades
entre cada descritor pertencente ao conjunto de dados.

O Locally Linear Embedding é um método de reducdo de dimensionalidade
baseado em intuicbes geométricas simples. Essencialmente, ele tenta reduzir a
dimenséo dos dados enquanto preserva a relagédo entre pontos de dados vizinhos. A
ideia basica é a de minimizacao global do erro de reconstru¢do do conjunto de todas
as vizinhancas locais no conjunto de dados (RIDDER; DUIN, 2002).

Dentre os trés métodos escolhidos e aplicados, podemos observar que o
melhor foi o de Analise de Componentes Principais, que reduziu o banco de dados
em aproximadamente 50%, enquanto o Escalonamento Multidimensional apresentou
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a reducdo, do banco de dados, em apenas 43%. Com o método Locally Linear
Embedding ndo pode se obter um resultado aproximado sobre o quanto o conjunto
inicial de dados foi reduzido, um resultado preciso poderia ser obtido se esse
meétodo fosse combinado com outro método de reducéo, dessa forma, sozinho, ele
nao se torna eficiente.
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