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Resumo 
A região periocular compreende além do olho, as pálpebras, cílios e sobrancelhas e
se tornou recentemente uma interessante alternativa para a identificação pessoal
baseada em características biométricas. O motivo tem sido os melhores resultados
em situações não controladas quando comparadas a biometria facial. Este projeto
tem como objetivo avaliar o desempenho de rede profunda no reconhecimento da
região periocular. Para tal, foi avaliado um modelo de CNN ResNet 34 pré-treinado
para  reconhecimento  facial.  Os  resultados  observados  confirmam  que  a
transferência de conhecimento apesar de promissora não é suficiente para prover
um sistema acurado de reconhecimento de biometria periocular.

Introdução
A  necessidade  de  segurança  em  sistemas  e  serviços  tem  motivado  inúmeras
pesquisas com o objetivo de criar soluções de identificação pessoal baseadas em
características  biométricas.  Métodos  de  identificação  baseados  em  biometria
apresentam vantagens em relação aos meios tradicionais por não exigirem que o
usuário lembre uma senha, além de, dificilmente, poderem ser forjados ou roubados.
Ainda,  o  uso  cada  vez  mais  frequente  de  dispositivos  móveis,  torna  de  suma
importância, o desenvolvimento de sistemas de identificação seguros e eficientes.
Neste  contexto,  a  região  periocular  tem  sido  utilizada  como  uma  interessante
alternativa de biometria. Esta compreende além do olho, as pálpebras, cílios, e parte
das sobrancelhas (Figura 1). Ao contrário da face, esta região é menos afetada por
variações de expressão, envelhecimento ou presença de barba (pelos faciais). O
objetivo  deste  projeto  é  avaliar  rede  profunda,  ou  redes  convolucionais,  no
reconhecimento de biometria periocular. A região periocular e suas componentes
são apresentadas na Figura 1. 



Material e Métodos
A metodologia utilizada no desenvolvimento do projeto apresenta as seguintes
etapas
I. Estudar aprendizagem profunda e redes CNN (Convolutional Neural Networks).
II. Implementar/instalar os recursos necessários para treinamento destas redes.
III. Baixar e instalar a base de imagens de região periocular Ubiris_v2.
IV. Selecionar a rede profunda a ser utilizada nos experimentos.
V. Realizar os experimentos utilizando a rede selecionada, medindo sua capacidade
de reconhecer a região periocular corretamente.

Resultados e Discussão
O modelo foi treinado por 245 épocas, no período de 2 semanas, o melhor resultado
obtido alcançou cerca de 92% de acerto (no dataset de teste), e o resultado em
forma de gráfico na Figura 2 apresenta a taxa de acerto em azul, valor do erro em
vermelho.

Figura 1:  Região periocular e suas componentes



Conclusão/ões 
Apesar de observarmos taxa de acerto de 92%, os resultados foram obtidos através
do mesmo processo para identificação de faces, foi utilizado o mesmo embedding
size e a mesma topologia de rede neural, inclusive o cálculo do erro e o algoritmo de
otimização (Adam).
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